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            Resumen

            
                Este artículo identifica los principales estudios relacionados con los factores que contribuyen a explicar la deserción universitaria, y cómo estos son abordados desde el campo de la inteligencia artificial (IA). El estudio describe la metodología adoptada para seleccionar 31 documentos sobre un repositorio de 2745 reportados en la literatura. El análisis se realizó desde los principales métodos de IA adoptados, así como desde los factores explicativos de la deserción universitaria agrupados en cuatro categorías: académicos, relacionados con la motivación y hábitos de estudio, institucionales, y económicos y sociodemográficos. La revisión de la literatura permite concluir que la tarea más común desde la IA es la clasificación mediante árboles de decisión y que la mayoría de los trabajos predicen la deserción universitaria desde los factores que la explican.
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                I. Introducción

                
                    

                

            

            
                El concepto de desertor estudiantil hace referencia a “aquel individuo que siendo estudiante de una institución de educación superior no presenta actividad académica durante dos semestres académicos consecutivos, lo cual equivale a un año de actividad académica” (Ministerio de Educación Nacional, 2008, p. 18). Es importante tener en cuenta que la deserción universitaria en sí misma es una problemática estructural, tanto por las condiciones sociales que se generan en las instituciones de educación superior, como por el contexto propio del estudiante (Bravo y Mejía, 2010) y, además, conlleva otras implicaciones sociales, tales como la disminución del aporte intelectual y el potencial aumento de la pobreza (González y Espinoza, 2016).
            

            
                El abandono de los estudios universitarios es un fenómeno global. Según la Organización para la Cooperación y el Desarrollo Económico (OECD, 2016), la media de la deserción en educación superior alcanza el 31% entre los países miembros de esta organización, siendo los países con mayor deserción Hungría, Nueva Zelanda y Estados Unidos; Nueva Zelanda es quien alcanza un 46%, a diferencia de países con menor tasa de deserción, entres los que se encuentran Australia, Dinamarca, Francia y Japón, que alcanzan un 20% (Gallegos et al., 2018). Es responsabilidad de la universidad, la sociedad y el Estado asumir esta problemática en un contexto de pocas opciones laborales y constantes crisis económicas y sociales (Barragán y Patiño, 2016). 
            

            
                Ante esto, si bien es cierto que que en los últimos años las matrículas en las Instituciones de Educación Superior (IES) han incrementado debido el aumento de oferta en los programas gubernamentales, la consolidación e inclusión de nuevas instituciones privadas de alta calidad y la múltiple oferta de programas de becas y créditos, la deserción es un problema que aún persiste.
            

            
                En promedio, la tasa bruta de matrícula en educación superior en América Latina y el Caribe creció del 17% en 1991 al 21% en el año 2000, y al 40 % en el 2010 (Ferreira et al., 2017). Entre tanto, mientras que este indicador en Asia Central era similar al de América Latina y el Caribe en el año 2000, en el 2010 había llegado sólo al 27%. Por otra parte, el Observatorio Iberoamericano de la Ciencia, la Tecnología y la Sociedad (García de Fanelly, 2019) y la Red Iberoamericana de Indicadores de Educación Superior (Red INDICES), indicaron que el crecimiento anual promedio de la matrícula en educación superior en América Latina, de 2010 a 2017, fue del 4%. 
            

            
                Investigaciones como la de Manrique et al. (2019) y Silva et al. (2019) se han dedicado a estudiar las causas del fenómeno de la deserción universitaria para predecir en qué momento un estudiante, dadas ciertas condiciones, puede desertar o no, con el fin de plantear estrategias focalizadas que aborden los factores determinantes de esta problemática. Sobre el particular, el ritmo actual de aplicación de técnicas de la inteligencia artificial (IA),  aumenta vertiginosamente, como un enfoque desafiante en el ámbito de la educación y una herramienta para reconocer patrones en los datos y crear reglas basadas en grandes cantidades de información, lo cual difícilmente puede realizarse de forma manual. La IA es la rama de la ciencia computacional que trata de emular algunos comportamientos y patrones humanos, pero desde las máquinas, y un subconjunto particular de la IA es la representada por la analítica de datos, la cual se define como un proceso computacional para analizar grandes cantidades de datos, descubrir patrones, extraer conocimiento y predecir variables de salida o eventos futuros (Romero et al., 2007).
            

            
                Las problemáticas evidenciadas en la educación formal, como la deserción universitaria, brindan un potencial investigativo para aplicar la IA (León y Viña, 2017), específicamente desde el ámbito del aprendizaje es posible potencializar la aplicabilidad de este enfoque desde la analítica de datos.
            

            
                En este artículo se revisan algunos estudios que analizan datos educativos, las técnicas de IA adoptadas, las tareas más utilizadas y los enfoques de trabajo, para finalmente destacar cuáles son los factores que contribuyen a explicar la deserción universitaria. Se busca con ello ser el punto de partida para mostrar cómo la IA se utiliza para describir patrones importantes y obtener información relevante del fenómeno de la deserción universitaria, que pueda ser útil en la toma de decisiones (Bedregal-Alpaca et al., 2020).
            

            
                II. Método

                
                    

                

            

            
                En este apartado se explican las tareas de búsqueda y selección de documentos paso a paso, teniendo en cuenta los criterios de inclusión y exclusión. Las preguntas de investigación propuestas para la revisión fueron: ¿Cuáles son los factores que más influyen en la deserción universitaria?, y ¿cuáles son los enfoques y tareas comúnmente adoptados desde las técnicas de IA?
            

            
                Se ejecutó una búsqueda sistemática de estudios en español e inglés, utilizando las bases de datos Scopus, Web of Science (WoS), Dialnet y Redalyc. La búsqueda se limitó a artículos en revistas indexadas, memorias de congresos internacionales y capítulos de libro resultados de investigación. Los descriptores de la búsqueda incluyeron las palabras “deserción universitaria”, “university dropout”, “student(s) dropping out”, “Artificial intelligence”, “IA techniques” “data analytics”, “data mining”, “análisis de datos”. Con operadores booleanos se excluyeron los documentos que no respondieron a las preguntas de investigación propuestas para la revisión. Los criterios de elegibilidad se muestran en la Tabla 1.
            

            
                [image: Tabla 1. Criterios de elegibilidad de los documentos]
            

            
                Una vez claros los criterios de exclusión e inclusión, se realizó la búsqueda de acuerdo con la metodología PRISMA (Preferred Reported Items for Systematic Review and Metanalyses). La Figura 1 muestra un resumen gráfico de la selección de documentos. La búsqueda arrojó inicialmente 2745 documentos, de los cuales 89 cumplieron con los criterios de elegibilidad; sin embargo, después de la revisión del texto completo se excluyeron aquellos que no expresan explícitamente las métricas, las variables explicativas o cuya variable objetivo no está en relación con la deserción universitaria. Finalmente, fueron 31 los documentos utilizados en el análisis de esta revisión sistemática. Cabe destacar que en la búsqueda se consideraron las variables objetivo de abandono e inactividad, con el fin de revisar los diferentes enfoques de estudio en el desarrollo de la temática.
            

            
                
                    Figura 1. Diagrama PRISMA de resultados de la búsqueda y selección de documentos
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                Después de una revisión sistemática se determinó el número de documentos elegibles publicados en cada año, desde 2016. Se observa que hay un incremento considerable de documentos que involucran análisis de datos en relación con el fenómeno de la deserción universitaria. En la Figura 2 se muestra el comportamiento del número de publicaciones respecto a los últimos años, lo que indica un creciente interés por estudiar la deserción universitaria utilizando métodos de análisis de datos, uno de los campos de IA. 
            

            
                
                    Figura 2. Curva temporal de las publicaciones elegibles
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                III. Resultados 

                
                    

                

            

            3.1 Tareas en inteligencia artificial

            
                Dentro de las tareas principales que se citan bajo la IA, concretamente el análisis de datos, están la clasificación, la regresión y el agrupamiento (Gironés et al., 2017). La clasificación consiste en asignar instancias de un dominio dado a un conjunto de clases. Una clase se define como una etiqueta categórica y discreta, previamente conocida y definida comúnmente como método supervisado. Por ejemplo, si un estudiante es desertor o no es desertor. Esto implica que el conjunto de datos debe contener X datos de entrada (variables explicativas) con los valores de salida (variable objetivo) correspondientes Y (deserta o no deserta), para encontrar una dependencia entre ellos. La clasificación permite asignar una clase a un nuevo dato. Por su parte, la regresión consiste en la predicción de valores numéricos en lugar de etiquetas con clases discretas. Se supone que la asignación se acerca a una función objetiva. En este caso, sería una probabilidad o el riesgo de que un estudiante deserte. El agrupamiento consiste en la división de un conjunto de datos de un dominio determinado. A diferencia de la clasificación y la regresión, el agrupamiento (o clustering) no es una tarea de predicción, sino de descripción, y como no tiene etiquetas previas de categorización, consiste en un metodo no supervisado. El descubrimiento se basa en patrones de similitud identificados en los datos.
            

            3.2 Métodos y algoritmos en el contexto de la deserción universitaria

            
                Cuando se trata de predecir una variable se utilizan métodos supervisados, es decir, métodos donde se conocen las variables de entrada (predictoras) con su respectiva variable de salida (objetivo). En esta etapa en la cual se crean modelos, se articulan las variables de entrada (predictoras) y se evalúa su relación con la variable de salida (objetivo), por lo tanto, es posible evaluar qué porcentaje podrían explicar las variables de entrada el comportamiento de una determinada salida. En la Figura 3 se muestra un esquema explicativo de las tareas del análisis de datos en el contexto de la deserción universitaria.
            

            
                
                    Figura 3. Tareas del análisis de datos en relación con la deserción
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                Desde el conjunto de datos que se utiliza para la realización del modelo se distingue: primero, un conjunto de entrenamiento que generalmente corresponde al 60 a 70% de los datos. Segundo, un conjunto de evaluación al cual se aplica las métricas y en algunos casos, cuando es posible un tercer conjunto de evaluación se destina para la validación del modelo. En este caso, los datos son diferentes a los del conjunto de entrenamiento, pero se conoce la variable objetivo con el fin de comparar la veracidad del modelo.
            

            
                En el caso del fenómeno de estudio, la variable objetivo es la deserción universitaria. Es importante destacar que algunos estudios no se refieren directamente al término “deserción”, sino al de “abandono” e “inactividad”. Aunque las definiciones son similares varían en cuanto a la temporalidad con la que se mide; por ejemplo, se puede considerar que un estudiante abandonó o se encuentra inactivo, pero que no es desertor. Esto está relacionado con las diferentes definiciones de deserción que adoptan los autores, desde el contexto y las regulaciones de los países. Al respecto, los términos abandono y deserción estudiantil se han utilizado de manera indistinta para definir la acción de desincorporación de los estudios formales por parte de los estudiantes (Ramírez et al., 2016).
            

            
                En la Tabla 2 se muestran los métodos utilizados y algoritmos, ordenados de forma descendente, de acuerdo con el porcentaje de documentos revisados, teniendo en cuenta que la tarea principal evidenciada es la de clasificación (método supervisado) con el fin de predecir la deserción universitaria.
            

            
                [image: Tabla 2. Tipología de los métodos utilizados en la solución de problemas de análisis de datos]
            

            
                En cuanto a la clasificación, la mayoría de los estudios presentados (92%) se enfoca a predecir si un estudiante desertará o no, dadas algunas condiciones de ingreso, y con esto es posible evidenciar qué tanto influyen ciertas variables en el desenlace. El 84% de los estudios revisados utilizó el algoritmo de árboles de decisión, seguido de los métodos probabilísticos (36%) y la regresión logística (28%). Por otro lado, no se encontraron estudios que evalúen el riesgo de deserción desde un punto de vista numérico;  es decir, en los estudios no se encuentran modelos de regresión, dado que el desenlace se transforma en una variable dicotómica (sí o no) o se examina el riesgo como una variable categórica (alto, medio, bajo) siguiendo una tarea de clasificación. En cuanto al agrupamiento, hay un gran potencial para estudiar perfiles de estudiantes con características particulares que permita focalizar estrategias para grupos en específico, aunque sólo en el 8% de los estudios se utilizan algoritmos de aprendizaje no supervisado aplicados a la deserción universitaria.
            

            
                Por otra parte, no todos los estudios que se encontraron hacen uso de las técnicas de IA, específicamente de minería de datos. También se encontraron algunos estudios correlacionales que utilizan modelos estadísticos en los cuales se pretende estudiar cuánto influye una variable explicativa en la variable objetivo, tales como el análisis bivariado.
            

            3.3 Factores explicativos de la deserción universitaria

            
                A continuación se muestran los resultados de los factores explicativos más relevantes en la variable objetivo, en relación con la deserción universitaria. Los estudios fueron ordenados según el año de publicación y en orden alfabético (por autor). Después de realizada la búsqueda y selección de los documentos incluidos, se sistematizaron los resultados de cada estudio (ver Tabla 3), teniendo en cuenta la población, el tipo de tarea, los métodos que presentan mejores resultados de acuerdo con las métricas de evaluación que presentaron los autores, la variable objetivo en relación con la deserción o conceptos asociados (abandono, inactividad, permanencia, etc.) y, por último, un listado de los factores y atributos explicativos que, según los resultados de los estudios, tienen mayor relevancia a la hora de explicar la variable objetivo. Los atributos son descritos tal cual los autores los han nombrado en cada uno de sus estudios, con el fin de revisar las diferentes perspectivas y variedad de nombres dados a una misma categoría, lo cual se discutirá más adelante.
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                IV. Discusión

                
                    

                

            

            4.1 Respecto a los factores explicativos de la deserción

            
                De acuerdo con los estudios revisados, los factores determinantes de la deserción universitaria se pueden clasificar en cuatro aspectos: académicos, los relacionados con la motivación y hábitos de estudio, económicos y sociodemográficos, e institucionales. En la Tabla 4 se categorizan las variables explicativas en estos cuatro factores y se especifica el porcentaje de estudios para los cuales dicho atributo es relevante en la variable objetivo, en relación con la deserción universitaria. Es decir, que el porcentaje corresponde a los documentos que consideran los mismos factores de estudio como los más relevantes. Se enlistan además las denominaciones que utilizan los autores, por ejemplo, para referirse a los resultados académicos de un estudiante.
            

            
                [image: Tabla 4. Variables explicativas diferenciadas por factores]
            

            
                Dentro de los factores académicos, en el 70.9% de los estudios se evidencia que uno de los atributos más importantes para tomar la decisión de desertar es el rendimiento académico. No obstante, no se encuentra igualdad de criterios respecto a los conceptos de resultados académicos, calificaciones, promedio académico, rendimiento académico, por lo que es usual encontrar la perspectiva en la que el rendimiento académico se asocia con el resultado de las calificaciones en las asignaturas, así fueron agrupados en esta revisión. Por otra parte, los factores relacionados con motivación y hábitos de estudio se asocian principalmente con atributos tales como la satisfacción con la carrera, la autoeficacia, el autoconcepto académico y la calidad del tiempo dedicado a estudiar. Respecto a los factores económicos, la edad, el nivel de ingresos y el nivel educativo de los padres, son los atributos más estudiados. Y por último, dentro del factor institucional, sólo el 12.9% de los documentos analiza la modalidad de estudio, los beneficios económicos desde las instituciones hacia los estudiantes y el apoyo institucional.
            

            
                Por otro lado, es importante resaltar que el enfoque de los estudios está destinado a explicar los factores académicos luego de un período de ingreso en la universidad, en donde es posible evidenciar los resultados académicos, cursos aprobados y, por tanto, el promedio académico, mientras que los resultados de las pruebas de admisión o las notas de la secundaria no son tan influyentes en el desenlace. Esto coincide con Zaria et al. (2016), quienes demostraron que las variables académicas de ingreso no resultaron ser tan significativas a la hora de predecir la deserción en el primer año, mientras que las variables de desempeño académico trascurrido en por lo menos un semestre (aprobación y promedio final) tienen una alta significancia a la hora de explicar la deserción.
            

            
                Los resultados de la Tabla 4 sugieren que se deben tener en cuenta factores como la motivación y la autorregulación al diseñar planes de estudio y los planes de orientación de los estudiantes deben incluirse con el fin de lograr el éxito estudiantil (Díaz et al., 2019). En esta revisión se encontró que una causa frecuente del abandono es el desinterés de los estudiantes por las materias. La motivación está estrechamente relacionada con la seguridad con que el estudiante enfrenta las materias, el interés de terminar exitosamente sus estudios y posteriormente graduarse (Donoso-Díaz et al., 2018). Se encontró, además, que uno de los factores más importantes para tomar la decisión de desertar es la falta de motivación por la carrera, seguida de haber desaprobado uno o más cursos y, en tercer lugar, la decisión de los padres (Fernández y Díaz, 2016). Además, los factores adicción al internet, adicción a las redes sociales y adicción a la tecnología podrían afectar la deserción de los estudiantes en las universidades (Alban y Mauricio, 2018).
            

            
                Es evidente que también en este caso la voluntad de completar los estudios juega un papel importante, pero no debe olvidarse que hay circunstancias que hacen que la continuación de los estudios sea imposible, a pesar de la motivación (Serra et al., 2018). En relación con las variables motivacionales en torno a la deserción se asoció principalmente con el poco interés por la carrera de admisión, la matrícula a una carrera no deseada y que no era parte de la oferta académica de la universidad o el deseo de estudiar en otra institución de educación superior (Hernández et al., 2019).
            

            
                Con estos resultados, es importante determinar de forma objetiva el nivel de las habilidades que poseen los estudiantes al ingreso, teniendo en cuenta el plan de estudio al cual se enfrentan. Esta información podría ser una herramienta valiosa, junto con la motivación, para tomar decisiones más apropiadas. De igual manera, los estudiantes podrían emprender iniciativas para fortalecer y mejorar sus hábitos de estudio (Vargas y Montero, 2016).
            

            
                Otro enfoque de estudio encontrado es el seguimiento a la trayectoria de cada estudiante con el fin de observar las desvinculaciones y el desenlace (graduación, deserción o rezago). En su estudio, Castro et al. (2020) concluyeron que la mitad de los estudiantes deserta en los tres primeros semestres, y señalan que aunque los estudios de trayectoria son de gran utilidad porque logran abarcar todo el ciclo que realiza un estudiante desde el ingreso, tránsito y egreso, exige largos períodos de seguimiento, lo que dificulta este tipo de investigaciones.
            

            4.2 Respecto a los métodos y técnicas de IA para el estudio de la deserción

            
                Se observa un gran potencial de las técnicas de minería de datos respecto a los análisis estadísticos convencionales. El problema principal en la identificación de factores tan significativos en la deserción es que en muchas ocasiones hay más factores candidatos que estudiantes. En este caso, los métodos estadísticos convencionales no funcionan y es pertinente el uso de la minería de datos (Hori, 2018).
            

            
                Respecto a la técnica, resulta interesante revisar las reglas de asociación. En éstas, se encuentran patrones o dependencias ocultas que pueden indicar cómo la mayoría de desertores están actuando. Por ejemplo, Silva et al. (2019) encontraron que la mayoría de estudiantes que ingresan a carreras de ingeniería tienen una idea errónea del enfoque al momento de inscribirse, además de situaciones económicas para el pago de matrículas. En este sentido, es trabajo de la institución abordar ese problema, por ejemplo, con estrategias tan sencillas como la publicación de convocatorias entre estudiantes.
            

            
                Tal y como se evidencia en los resultados (ver Tabla 2), el algoritmo más utilizado son los árboles de decisión –un enfoque de división de datos binarios de arriba hacia abajo–, populares debido a su fácil interpretación y bajo sesgo (Behr et al., 2020). Además, se concluye que el método del árbol de decisión es un método más preciso de predicción en comparación con el análisis de regresión (Sultana et al., 2017).
            

            
                Otro aspecto que vale la pena destacar es que se encuentran muy pocos estudios en los que se evalúa el resultado de una estrategia particular aplicada a mitigar la deserción, es decir, la influencia de una intervención con respecto a los factores explicativos de la deserción. Entre algunos estudios se encuentran planes de tutoría que podrían incluir acciones como videoconferencias, recomendaciones para repetir diferentes actividades, sesiones adicionales de clase; los cursos de recuperación y la creación de comunidades de aprendizaje demostraron tener un fuerte impacto en la retención de estudiantes (Burgos et al., 2018). En este sentido, existe una evidente necesidad de investigar las expectativas de los estudiantes de alto riesgo con respecto a las relaciones entre estudiantes y maestros, debido a que es poco probable que las universidades puedan controlar el fenómeno de la deserción sin estrategias académicas contextuales (Bungǎu et al., 2017).
            

            
                Entre otras estrategias propuestas, los investigadores insisten en la necesidad de implementar un curso inicial obligatorio, incluido en los planes de estudio para los estudiantes de primer año. Dicho curso debe ser intensivo y ofrecido por los maestros que darán el curso posterior de matemáticas (Aboltins et al., 2019). Como se ha destacado antes, hay una fuerte influencia de la motivación con respecto al rendimiento académico. Otra estrategia planteada por los autores y que puede mejorar los modelos predictivos es la de identificar perfiles motivacionales, diseñar estudios causales, desarrollar programas de aprendizaje de talento y estrategias activas que mejorarían la calidad del aprendizaje universitario (Tipismana, 2019).
            

            
                Por último, en la mayoría de estudios revisados, se recomienda a las instituciones de educación superior crear programas de acompañamiento y orientación a aquellos estudiantes que se identifiquen con mayor riesgo de deserción (Rueda et al., 2020).
            

            
                V. Conclusiones

                
                    

                

            

            
                Dentro de los estudios revisados el 92% se enfoca en predecir si un estudiante desertará o no, mediante la realización de una tarea de clasificación, utilizando modelos supervisados en el marco de la IA. El 84% de los estudios analizados utilizó el algoritmo de árboles de decisión, seguido de los métodos probabilísticos (36%) y la regresión logística (28%). De acuerdo con la revisión, los resultados encontrados en esta investigación son similares a los de Agrusti et al. (2019), quienes hallaron que el algoritmo más utilizado fueron los árboles de decisión (67%), seguido de clasificación Bayesiana (49%), redes neuronales (40%) y regresión logística (34%), pero no evidencian cuáles son los factores determinantes de la deserción ni hacen una caracterización de estos procesos desde el punto de vista educativo.
            

            
                La investigación evidenció que sólo el 6% de los estudios hacen referencia a la evaluación de intervenciones en torno a la deserción. En contraste con lo expuesto por Munizaga et al. (2018), se concluyó que es poco usual encontrar un análisis de los factores explicativos de la deserción, una vez se realiza una intervención concreta; además, no se especifican los algoritmos utilizados, las tareas específicas referentes al análisis de datos ni cuáles son las variables explicativas más influyentes en el fenómeno de la deserción.
            

            
                Los resultados de esta investigación coinciden con el estudio presentado por Liz-Domínguez et al. (2019), en el que los autores determinaron una prevalencia general de los clasificadores sobre los algoritmos de regresión en estas aplicaciones. En este caso, los algoritmos de regresión se utilizaron principalmente para estimaciones de las calificaciones de los estudiantes y no para la deserción.
            

            
                Además de los resultados revisados en comparación con estudios similares al que se presentó, se realizaron  los siguientes hallazgos: Primero, es importante definir el concepto de deserción, debido a que la variable explicativa no siempre hace referencia al mismo fenómeno. En la revisión se encontraron conceptos como “abandono” y “activo/inactivo”, e incluso hacen referencia a la graduación de los estudiantes; es importante destacar que el concepto de deserción universitaria es diferente al de desvinculación y abandono en ciertos contextos. Segundo, los estudios indican que los factores que más influyen en la deserción universitaria son los relacionados con los aspectos académicos; sin embargo, se evidencia la necesidad de estudiar el rendimiento académico no sólo desde las notas promedio sino bajo un esquema más amplio. No se realiza una diferenciación entre estos conceptos en el nivel de los estudios revisados.
            

            
                Por otro lado, se encuentra que la mayor cantidad de documentos realiza la clasificación de la variable dicotómica para la deserción o no deserción. Es importante analizar las ventajas y oportunidades que pueden brindar otras técnicas, tales como el agrupamiento y la regresión para evaluar el riesgo en diferentes niveles y crear perfiles de estudiantes que permitan una intervención temprana.
            

            
                Por último, si bien es cierto que hay un auge en el estudio de este fenómeno por medio de técnicas de inteligencia artificial, se observa que aún es incipiente la evaluación de intervenciones concretas al rendimiento académico para mitigar la deserción y respecto a los aspectos motivacionales, dejando así la puerta abierta para futuras investigaciones en este campo.
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Tabla 4. Variables explicativas diferenciadas por factores

Variables explicativas (atributos de estudio) Porcentaje de estudios
Factores académicos
Promedio de calificaciones (promedio académico) 705%

Resultados académicos
Rendimiento académico en asignaturas especificas

Cursos aprobados

Prueba de admisin a la universidad o pruebas estandarizadas 29.0%
Calificaciones en la secundaria 32%

Factores relacionados con motivacién y habitos de estudio

Satisfaccién del estu 24%
Autoconcepto académico subjetivo

Motivacién por eleccién de la carrera

Expectativas de autoeficacia

Percepcion del desempefio

Motivacién intrinseca

Adiccién alinternet

Horas de estudio por semana

Calidad de las horas de estudio

Factores institucionales

Tipo de carrera 129%
Modalidad de estu
stitucional

ios econdmicos a los estudiantes

Factores econdmicos y sociodemograficos

Edad de ingreso del alumno S16%
Estado civil

Preferencia por laborar en vez de estudiar

Sexo

Nivel educativo de los padres

Ingresos econdmicos familiares









